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基于异构图的双通道交叉自适应对比学习推荐

范 伟 1，2，周 魏 1，2，文俊浩 1，2
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摘　要：　通过用户多行为进行推荐任务中，各个行为通常不是独立作用的，行为之间的协同作用和依赖关系挖

掘更能增强用户行为模式建模，反映用户偏好 . 而用户多行为关系的引入也会增加用户物品交互图与表征空间中的

异质性（heterogeneity）. 针对上述问题，本文设计了一种基于异构图的双通道交叉自适应对比学习推荐模型MB-DCAC
（Multi-Behavior Recommendation through Dual-channel Cross-Adaptive Contrast learning），创新性的从异构数据卷积过程

构建对比学习方案，并基于异构连接进行表征属性增强，以提升模型挖掘用户行为模式与表达能力 . 实验结果表明，

本文模型在 Tmall、IJCAI-Context、Beibei三个数据集上，相较于基准模型在 HR@10 指标上分别提升了 16.7%、18.3%、

2.76%. 且模型在挖掘多行为之间的依赖挖掘等任务上表现优异 .
关键词：　推荐系统；多行为；异构图；对比学习；行为依赖；异质性

基金项目：　国家自然科学基金（No.72074036，No.62072060）；中国博士后科学基金（No.2020M673145）；中央高校
基金（No.2022CDJXY-022）

中图分类号：　TP311 文献标识码：　A 文章编号：　0372-2112(2023)07-1929-10
电子学报URL:http://www.ejournal.org.cn DOI:10.12263/DZXB.20230003

Recommendation Based on Graph Heterogeneous Using 
Dual Channel Cross-Adaptive Contrast Learning

FAN Wei1,2, ZHOU Wei1,2, WEN Jun-hao1,2

（1. School of Big Data & Software Engineering， Chongqing University， Chongqing 400044， China; 
2. Key Laboratory of Dependable Service Computing in Cyber Physical Society （Chongqing University），

Ministry of Education， Chongqing 400044， China）

Abstract:　In the task of recommendation through multiple behaviors, individual behaviors usually do not work inde⁃
pendently.  The mining of collaborative effects and dependencies between behaviors can better enhance user behavior mod⁃
eling and reflect user preferences.  The introduction of multiple user behavior relationships also increases the heterogeneity 
in the user-item interaction graph and representation space.  To address these issues, this paper proposes a dual-channel 
cross-adaptive contrast learning recommendation model (MB-DCAC), based on heterogeneous graphs.  To improve the 
model's ability to mine user behavior patterns and expressions, this model innovatively constructs a comparative learning 
scheme from the convolution process of heterogeneous data and enhances the representation features based on heteroge⁃
neous connections.  Experimental results show that compared with the baseline model, the proposed model improves the 
HR@10 metric by 16.7%, 18.3%, and 2.76% on the Tmall, IJCAI-Context, and Beibei datasets, respectively.  This model al⁃
so performs well in tasks such as mining dependencies between multiple behaviors.
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1　引言

推荐系统作为一种缓解信息过载的工具，在电子

商务、视频流、音乐流等线上应用平台发挥着重要作

用 . 通过为用户提供满足需求的个性化平台业务，不仅
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能提升用户使用体验，同时可以有效增加企业营收 . 自

1992年 Goldberg 等［1］提出基于用户协同过滤的邮件分

类推荐模型以来，推荐系统在工业和学界都取得了重

要成果 . Koren等［2］通过对用户物品交互矩阵进行矩阵

分解，获取了用户与物品更具泛化性的表示 . 深度学习

时代，模型发展更加多元 . 何向南等［3］设计了轻量且高

效的图卷积方案，获取节点高阶邻接表示，更简洁地实

现了基于用户或物品的图卷积协同过滤推荐；Zhang
等［4］基于观测数据构建因果图并施加干预，从而获取对

某物品点击的条件概率，进行因果推荐；李泽超等［5］通
过挖掘与用户交互过的物品长期或短期序列来实现基

于用户交互序列的会话推荐等 .
而一般的推荐算法通常面临数据稀疏、冷启动等

问题［6，7］. 针对该问题，引入多行为信息成为一种重要

的解决方式 . 如图 1 所示，除了目标行为（推荐平台最

关注的业务行为比如购买），用户与物品之间往往还伴

随点击、收藏、加购物车等辅助行为 . Jin等［8］通过计算

行为权重聚合多行为信息，再基于图卷积技术进行信

息传递；夏良昊等［9］在多行为交互数据基础上引入了物

品关系的先验知识，先获取各个行为下的语义，再基于

图注意力网络进行消息传递，捕获用户动态交互特征 .
在其 MB-GMN［10］工作中，采用了元学习算法从用户角

度个性化捕获用户行为习惯 . 包括这些模型在内的多

个推荐模型从不同方向给出了多行为交互数据的处理

思路，极大丰富了多行为推荐的内容 . 然而，其中关于

行为数据的研究，多是将多行为连接作为辅助信息来

构建行为视图或增强语义关联 . 没有或仅在一定程度

上关注行为间的协同依赖以及引入多行为数据后异构

空间中的异质性问题 .
针对上述问题，本文提出了一种双通道交叉自适

应对比学习多行为推荐模型，通过设计行为聚合与消

息传递范式，更准确的捕获行为依赖及其协同作用 . 结

合异构数据特征构建多任务训练框架，提高异构数据

的使用效率，并缓解其带来的空间异质性等问题 .
2　MB-DCAC推荐模型

针对多行为推荐模型行为模式捕获需求与空间分

布异质性问题，本文基于图卷积技术提出双通道交叉

自适应对比学习推荐模型，通过交叉执行图卷积与多

行为聚合两个模块以捕捉行为模式，在双通道中通过

噪声增强并构建对比学习任务来聚合双通道优势和调

整表征空间结构 . 如图 2 所示，模型主要由两部分组

成：（1）行为模式编码，该部分基于现有行为聚合与信

息传递研究，针对异构信息聚合需求，引入了关系依赖

感知参数；根据信息传递特征，提出了双通道卷积对比

模式，形成一套新颖的行为模式挖掘框架；（2）表征空

间分布增强，针对异构空间中的连接关系异质性，本文

在对比学习基础上引入了嵌入在高维空间中的集合特

性调节组件，通过增强表征空间的对齐性和均匀性来

提升模型性能 .
2. 1　问题描述

异构图中包含多种连接关系的边信息，是普通图

的泛化，在行为异构图中通过边关系映射用户行为连

接关系 . 通过行为异构图进行多行为推荐可做如下描
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图1　多行为场景示意图
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图2　基于双通道交叉自适应对比的异构图推荐模型

1930



第 7 期 范 伟:基于异构图的双通道交叉自适应对比学习推荐

述：给定G ={G1 G2 GK }为行为异构图，其中元素表

示某行为下的交互矩阵，K 表示行为类型总数 . Gk =

[ g k
ui ]MN

Î {01}表示用户 u和物品 i在行为 k下是否发生

交互，发生交互则为 1，未发生交互为 0；GK 表示目标行

为下的交互矩阵 . 本文模型的目标是对给定用户 u，从

物品集 I中找到最有可能与用户 u发生目标行为交互的

物品集合，并根据交互概率排序，形成Top-N推荐序列 .
本文涉及的重要符号定义详见表1所示 .
2. 2　行为模式建模

多行为异构图中蕴藏着用户与物品的高阶多路复

用关系 . 为了更有效挖掘多行为之间的依赖关系和协

同作用，本文构建了一个基于图消息传递的行为模式

挖掘模块 . 该模块受基于图的信息聚合［11］与消息传

递［3，12］等模型启发，通过交叉执行行为聚合与消息多层

卷积两个部分来挖掘用户行为模式 .
2. 2. 1　行为自适应聚合通道

（1）多行为聚合

基于图神经网络的信息聚合与消息传递是捕获用

户行为模式的两个重要步骤 . 区别于普通信息聚合方

式，为了进一步挖掘行为间的协作作用，提高模型信息

聚合能力，本文结合行为异构数据特征，分析信息聚合

方式，构建了行为全局依赖捕获与行为特征交互的自

适应学习模块 . 通过可学习权重自适应感知行为之间

的协同作用以及依赖关系，并通过可学习关系权重进

行表征特性增强 . 具体对于用户 um，通过式（1）构建具

有感知能力的行为捕获模块 .
ua(l + 1)

m = ∑
k = 1

K

auk( )∑
j = 0

sk
um

I k(l)
um j （1）

sk
um
表示用户 um在 k行为下的度，I k(l)

um j 表示与用户 um

在行为 k 有过交互的物品，l表示层数 . auk 表示可学习

权重，用于反应各个行为交互项对用户表征的影响，通

过自适应学习获取行为之间的依赖关系 . 为了进一步

挖掘特征之间的关系，在式（1）基础上，关系权重自适

应处理如式（2）所示 .

u(l + 1)
m = sigmoid (ua(l + 1)

m W 1
u ) （2）

W 1
u ÎRd ´ d 是对应表征长度的可训练参数，用来区

分用户有效特征，从个体角度增强模型识别能力，两个

模块共同完成用户行为模式自适应学习 . 相应地可以

获取物品的表征方式，如式（3）所示 .
i(l + 1)

n = sigmoid ((∑k = 1

K

aik( )∑
j = 0

sk
in

U k(l)
in j )W 1

i ) （3）

值得注意的是，不同于 He［3］提出的 LightGCN 模

型，本文只聚合了节点的邻居项，而没有聚合节点本身

的信息，通过该方式可以学习到更直接的协同关系 . 模

型中从行为关系和特征关系两个角度构造了可学习权

重，更易提取用户行为依赖关系 .
（2）多层卷积

图卷积模型在消息传递和信息表示等方面性能突

出，在多层信息传递过程挖掘层信息之间的关系可有

效增强模型信息传递能力，本文受特征交互［13，14］机制

的启发，在多层卷积信息聚合中引入特征交叉 . 通过将

多层卷积结果进行拼接，再经过一次全连接操作可有

效增强信息层间的信息传递，具体操作如式（4）所示 .
um = (||ul )W 2

u in = (||il )W 2
i （4）

W 2
u W

2
i ÎRd ´ d 表示可训练权重，l 表示卷积层数 .

拼接 l层聚合操作的结果，再经过一次全连接，完成层

之间以及嵌入之间的特征交叉，可有效增强信息之间

的交互作用 .
2. 2. 2　信息交叉辅助通道

区别于单个目标行为下的推荐模型，多行为推荐

需聚合多行为交互信息 . 前文通过具有感知能力的行

为模式捕捉模块，获取了行为之间的依赖，再经过多层

卷积捕捉节点高阶邻接关系 . 根据行为语义分析，捕获

单个行为下的协同关系，是挖掘用户行为模式的另一

关键操作 . 本文在行为自适应聚合模块基础上，交叉执

行基于行为的卷积操作，捕获单个行为下的协同关系，

并将其作为主通道行为模式挖掘补充，可强化模型对

行为模式的挖掘 . 交叉操作如式（5）、（6）所示 .
表1　符号定义

Notation
U

u

I

i

M

m

N

n

Description
User set

Vector of user
Item set

Vector of item
Number of users
User variables

Number of items
Item variables

Notation
V

K

k

G

Gk

L

l

s

Description
Number of users and items
Number of behavior type

Behavior variables
Adjacency matrix set

Adjacency matrix for behavior k
Number of convolutions

Variable of convolution count
Degree of nodes

Notation
e

a

W

d

εγ

αβμη

L* l*

Description
Feature vector

Trainable parameters
Trainable matrix

Feature vector length
Hyper-parameters

Coefficient
Loss function

1931



电 子 学 报 2023 年

u′m =
1
K ∑

k = 1

K ì
í
î

ïïïï

ïïïï

ü
ý
þ

ïïïï

ïïïï( )||sigmoid ( )( )∑
j = 0

sk
um

I (l)
um j W 1

u W 2
u （5）

i′n =
1
K ∑

k = 1

K ì
í
î

ïïïï

ïïïï

ü
ý
þ

ïïïï

ïïïï( )||sigmoid ( )( )∑
j = 0

sk
in

U (l)
in j W 1

i W 2
i （6）

其中的 W 1
u W

2
u W

1
i W

2
i 是自适应多关系建模部分的可

训练参数，I (l)
um j与U (l)

in j采用主通道卷积结果，形成双通道

信息交叉 . 两个通道从两个方向共同捕捉用户行为模

式，并通过对双通道相同语义的参数进行共享，捕捉更

全面的行为模式 . 在交叉通道中移除捕捉行为依赖参

数 a，以保留更多的关系交互信息，补充主通道基础

信息 .
2. 3　表征空间增强

深度模型通过学习嵌入来完成各项任务［15，16］，表
征的嵌入质量直接关系到模型性能 . 在 DirectAU
等［17，18］工作中，通过理论结合实验的方式论证了正例

之间的对齐性和空间分布的均匀性直接影响模型最终

的性能 . 其中对齐性表示相关联的两个嵌入在高维空

间中彼此接近，均匀性表示嵌入表征在整个空间应分

布均匀 . 本文为进一步提高双通道表达优势，优化表征

空间结构，在表征空间增强模块，提出了加入噪声的对

比学习方案 .
噪声增强方案，通过对表征向量施加常数级扰动，

可对模型提供优化动力［19］. 本文通过双通道交叉自适

应模块，获取了关于用户与物品的两个表征 . 其中多关

系聚合模块为主要模型通道，包含了更多的用户行为

模式信息；单行为协同聚合模块为辅助通道，保留了数

据更多基本信息 . 为更有效利用双通道表达优势，本文

基于双通道模型，将噪声作为辅助通道的信息增强手

段，进一步研究其在增强表征分布上的作用，具体操作

如式（7）所示 .
E′= E + ε × Ñ(rand(E)) （7）

其中 EÎ V ´ d 为描述用户和物品的表征空间，rand(E)

表示生成与E形状相同且在 0-1之间均匀分布的矩阵，ε

表示噪声大小，这里将其作为一个训练超参数 . Ñ=
sign(E)Ñ′中 sign表示与 E符号相关的函数，将正向噪

声作为模型组件 . Ñ′表示对 rand(E)按行标准化 .
经过双通道和噪声增强后，为进一步发挥两个通

道的优势，本文基于 InfoNCE［20］对比学习算法研究双通

道对比学习方案 . 结合模型表征，将双通道生成的用户

或物品的两个嵌入作为正例，随机抽取用户或物品的

两个嵌入为负例 . 单个用户或物品的表征如式（8）
所示 .

Lssl = -log
1

1 + e-< ee+ >
- log (1 - 1

1 + e-< ee- > ) （8）

这里 e+表示正例嵌入，e-表示负例嵌入 . 通过该方

法，可以增加两个通道表征嵌入的互通性，增强整个表

征空间的均匀性 . 经过上述方法处理后的所有用户和

物品嵌入，共生成 M +N 个嵌入对比损失，求和后得到

模型对比损失 .
2. 4　MB-DCAC训练框架

本小节将从模型训练任务与模型时间复杂度两个

方面进一步介绍模型训练框架 .
2. 4. 1　训练框架

BPR（Bayesian Personalized Ranking）损失［21］是推荐

领域重要的优化函数，其在训练过程中强化与用户交

互过的物品概率高于未交互过的物品概率符合一般用

户习惯 . 本文结合行为异构数据特征，拓展BPR训练任

务，根据用户和与物品的多种异构连接，增强用户与物

品的协同关系 . 具体训练任务如式（9）所示 .
Lk

BPR = ∑
(ui+i- )ÎOk

- ln ( )sigmoid ( )x̂k
ui+ - x̂k

ui- （9）
Ok 表示在行为 k 下的训练数据抽样对 ，Ok =

{(ui+i- )|(ui+ )ÎRk +(ui- )Î Rk -}. 其中 Rk + 表示在 k 行

为下存在交互，Rk -表示在行为 k 下不存在交互 . x̂ui =

eu ei 表示对应用户和物品嵌入的内积 .
此外，本文将 DirectAU 训练作为辅助任务 . Direc⁃

tAU 通过引入高维空间中的欧式距离来增强正例对之

间的对齐性，并分别在用户和物品嵌入中增强均匀性 .
具体操作如式（10）、式（11）所示 .

l k
align = E(ui)ÎRk + eu - ei

2
（10）

luniform =
1
2 ( )log Euu′ EU

e-2 eu - eu′
2

+log Eii′ EI
e-2 ei - ei′

2
（11）

其中 EU 表示用户的表征空间，EI 表示物品的表征空

间 . 通过拉近有交互的两个表征的欧式距离来提高对

齐性，通过增强表征空间的均匀分布来提升表征空间

的均匀性 . 对应 BPR 任务，在每个关系下构建损失函

数，如式（12）所示 .
Lk

AU = l k
align + γluniform （12）

其中 γ为DirectAU训练目标的调节参数，为本模型的另

一超参 .
优化目标确定后，进一步从模型训练角度整合参

数学习的损失函数 . 模型方面，构建了双通道对比学习

任务；目标任务方面，构建了适用多行为的BPR +Direc⁃
tAU推荐任务学习目标 . 为了防止模型过拟合，本文对

训练参数进行正则化操作 . 模型整体损失如式（13）
所示 .

Lall =
1
K ∑

kÎK
( )αLk

BPR + βLk
AU + μLssl + η θ 2

（13）
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其中的αβμη表示损失系数，θ表示可训练参数 .
2. 4. 2　复杂度分析

本节根据模型的关键模块定性分析 MB-DCAC 框

架的时间复杂度 . 双通道交叉卷积模块时间复杂度是

O(L ´K ´ V ´ d)，L表示卷积层数，K表示行为个数，V表

示用户与物品数量总和，d表示嵌入维度；数据增强模

块、对比模块的时间复杂度均为 O(V ´ d)；模型训练模

块总时间复杂度为 O(L ´ V ´ d). 四个模块在模型中满

足 顺 序 结 构 ，故 模 型 总 的 时 间 复 杂 度 为

O(L ´K ´ V ´ d)，主要描述了异构信息的大小与模型的

深度 . 与基于图卷积技术的其它简易且高效的推荐模

型（LightGCN［3］、MBGCN［8］等）等价，都主要描述了模型

在基础数据上面的卷积操作 .
3　实验

本节将 MB-DCAC 在三个公开推荐数据集上进行

实验，将实验结果与其它基准模型进行对比分析，并对

模型模块进行消融实验，以验证模型性能 . 主要回答了

以下问题：

RQ1：MB-DCAC 框架相较于多个方向的基准模型

在不同数据集上表现如何？

RQ2：不同的形态噪声如何工作以及对最终性能影

响如何？

RQ3：MB-DCAC 中各个子模块对最终的推荐结果

有什么影响？

RQ4：模型对行为依赖关系挖掘能力如何？

RQ5：模型中的超参数如何调节，不同的超参配置

会如何影响MB-DCAC性能？

3. 1　实验设置

3. 1. 1　数据描述

为有效评估本文模型效果，在三个公开数据集上

进行实验 . 数据集细节如表 2 所示，表中数量单位

为个 .

Tmall：该数据集是由电商平台天猫收集并发布，主

要用于复购预测，其中包括了用户浏览、收藏、加购物

车、购买等信息 . 本文采用与MB-GMN［22］相同的数据处

理方式 .
IJCAI-contest：该数据集最早被用于 2015 年 IJCAI

的一场推荐竞赛中，其中包含了用户在线上零售平台

中的一些购买行为数据 . 包含的用户行为类型和Tmall
数据相同，数据处理方式同上 .

Beibei：该数据来自婴幼儿产品销售线上平台，包

含用户在线上购买婴幼儿产品交互信息，主要包含浏

览、添加购物车、购买三种行为，数据处理方式同上 .
3. 1. 2　评估方法

评估指标方面，本文采用目前被推荐领域广泛使

用的两种方式：Normalized Discounted Cumulative Gain 
（NDCG@N）［13］和 Hit Ratio （HR@N）［22］作为 top-N 推荐

任务的评估指标，分别描述推荐物品是否满足了用户

需求，以及推荐目标在推荐序列中的位置；在数据划分

上采用留一法［13，23］，结合推荐数据特征，选择一定数量

用户，将其目标行为（购买行为）的最后一个交互项作

为验证数据，其余数据则用于训练；评估方式与文献

［10，24］采用相同的实验设置，将选取的正例物品与 99
个随机负例进行组合 . 模型任务是向用户推荐一组物

品序列，使满足用户需求的物品尽可能排在序列前面 .
3. 1. 3　评估基准

为全面评估模型性能，将MB-DCAC与多个方向的

基准模型进行比较，具体如下 .
（1）单行为推荐模型

BPR［21］：推荐领域经典模型，基于矩阵分解算法，

提出并采用了贝叶斯个性化排序方法，对提升模型

NDCG指标有重要作用 .
NGCF［13］：将图神经网络用于推荐领域，以图卷积

方式模拟信息在用户与物品之间的传递，为学习用户

嵌入提供更好的协同效果 .
LightGCN［3］：NGCF 的改进模型，其通过实验和理

论分析，去掉了 NGCF 中的非线性和激活函数，使其在

模拟信息传等递任务中更加简洁、高效，在协同过滤推

荐任务中可以更好地传递协同信息，达到更好的推荐

性能 .
（2）多行为推荐模型

MB-GCN［8］：将多行为与图卷积相结合，在用户多

个行为之间以图卷积方式捕获用户行为模式，获取用

户与物品的高阶连通关系，从而学习到更好的用户物

品表征 .
MATN［25］：采用了具有记忆增强的自注意力机制，

可学习用户多个行为与目标行为之间的协同关系，提

升对目标行为交互项的预测能力 .
EHCF［26］：设计了一种非采样迁移学习方法，即高

效异质协同网络，通过丰富负例样本来提高用户、项目

表征效果 . 模型中考虑用户粒度信息以获取用户和项

目之间更具体的关系，从而提高推荐性能 .
MB-GMN［10］：解决不同用户对应不同行为习惯的

表2　数据集统计表

数据集

Tmall

IJCAI-Contest
Beibei

用户数

31 882

17 435
21 716

物品数

31 232

35 920
7 977

交互数

1 451 219

799 368
987 383

行为交互类型

浏览、收藏、加购物车、

购买

浏览、收藏、加购物车、

购买

浏览、加购物车、购买
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问题，模型提出通过元学习的方式，获取用户个性化行

为习惯，增强模型学习能力 .
3. 1. 4　参数设置

本文的实验环境是 Ubuntu 20.04.1 和 NVIDIA Ge⁃
Force RTX 3090，通过Anaconda环境下的 python 3.10和

PyTorch 1.11.0来进行实验 . 在基准模型的实验结果获

取上，通过知名的共享推荐框架QRec及模型源代码进

行实验，并保持实验过程中模型参数不变 .
3. 2　总体推荐性能

MB-DCAC 与基准模型在三个数据集上的实验结

果如表 3所示，加粗部分表示基准模型在某数据集的某

个指标上最好的实验结果 .

从表 3 可以计算得到，MB-DCAC 在 Tmall、IJCAI-
Contest、Beibei 上相较最先进的基准模型在 HR@10 指

标上分别提了 16.73%、18.33%、2.76%；在 NDCG@10指

标上分别提升了 17.68%、20.67%、5.64%. 主要提升原

因有两个：（1）在多行为聚合以及多层信息传递部分，

本文设计了双通道交叉自适应聚合模型，其在捕获行

为之间的依赖，挖掘用户行为模式，发现用户偏好等方

面有重要作用；（2）噪声对比学习方案与DirectAU共同

作用对优化表征空间属性、提升模型性能有重要作用 .
进一步分析实验结果：使用多行为数据的模型性能普

遍高于仅在目标行为下进行协同的推荐性能 . 这表明

加入多行为信息可以有效缓解数据稀疏性、提升推荐

性能 .

最后，分析模型在不同数据集上的提升效果 . 可以

看到模型在Tmall和 IJCAI-Contest上相较几个经典模型

有 15% 以上提升，而在 Beibei 数据集上性能提升了

2.76%. 本模型主要探索多行为依赖在提升模型性能上

面的作用，Beibei数据集相较其余两个数据集，仅包含

了浏览、加购物车、购买三种行为信息，这一定程度上

降低了模型性能提升效果 .
3. 3　噪声形态比较

SimGCL［19］中通过实验结合理论分析获得结论——

“数据增强对于对比学习而言并不一定是有用的”，文中

以噪声来增强数据构建对比任务 . 与本文通过噪声来增

强表征性能的思想相同 . 本文进一步讨论不同的噪声形

态会对模型性能的影响，分别为噪声符号与原表征相同

（N-s）、噪声符号与原表征相反（N-c）、噪声符号正向（N-

p）以及没有噪声（N-n）. 分别采用固定的模型参数在每

个数据集进行实验，实验结果如表4所示 .
从中可以看出，在添加噪声增强的情况下，推荐性

能大部分高于没有噪声的情况 . 但也存在相反的情况，

比如在 IJCAI-contest数据集中添加同向噪声或在 Tmall
数据集上添加反向噪声时推荐性能相较无噪声时模型

性能更低 . 实验结果表明，噪声增强在提升推荐性能方

面有显著作用，但噪声的方向对最终推荐结果也会有

影响，不合适的噪声方向甚至会起反作用 . 本文模型中

采用正向噪声增强方案，在三个数据集上都能产生更

好的推荐性能 .
3. 4　消融实验

为进一步验证模型组件的有效性，对三个模型变

体设计了消融实验 .
MB-DCAC/a：去掉了聚合多行为信息的自适应组

件，无法捕获行为之间的协同作用关系 .
MB-DCAC/c：去掉了噪声增强组件，无法对交叉通

道信息进行增强 .
MB-DCAC/au：去掉了辅助学习任务AU模块，无法

动态调节模型对齐性和均匀性 .
实验结果如图 3所示，各个变体中推荐性能都有一

定程度的下降，这验证了模型各个组件的重要性 . 其次

可以看到各个组件在不同数据集上的作用并不是完全

表3　BM-DCAC与其它模型性能比较（N=10）
Dataset

Tmall

IJCAI-Contest

Beibei

Metric
HR

NDCG
HR

NDCG
HR

NDCG

BPR
0.243
0.143
0.163
0.085
0.443
0.267

NGCF
0.322
0.184
0.256
0.124
0.573
0.347

LightGCN
0.342
0.205
0.257
0.122
0.613
0.340

MB-GCN
0.381
0.213
0.304
0.16
0.642
0.379

MATN
0.406
0.225
0.369
0.209
0.656
0.385

EHCF
0.433
0.26
0.409

0.237

0.683
0.391

MB-GMN
0.466

0.277

0.356
0.1987
0.685

0.408

MB-DCAC
0.544
0.326
0.484
0.286
0.704
0.432

表4　噪声变体性能比较（N=10）
噪声方向

N-s
N-c
N-p
N-n

Beibei
HR

0.699
0.702
0.704
0.698

NDCG
0.431
0.432
0.432
0.430

IJCAI-Contest
HR

0.481
0.482
0.484
0.482

NDCG
0.284
0.284
0.286
0.284

Tmall
HR

0.542
0.535
0.544
0.539

NDCG
0.324
0.321
0.326
0.323
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相同的，Beibei数据集上，缺少DirectAU组件，模型性能

下降最快，这说明DirectAU组件发挥更加突出的作用 .
而在 IJCAI-Contest和 Tmall数据集上，自适应组件发挥

了更加重要的作用 . DirectAU 组件是调节表征空间均

匀性和对齐性的重要部分；自适应部分是协调多行为

之间的依赖的重要部分 . 两部分在功能上的不同，在一

定程度上解释了该现象 . IJCAI-Contest和 Tmall数据集

上行为类型数量更多，行为依赖协调组件可以更好的

发挥行为协同作用 .  Beibei数据集上，DirectAU组件调

节空间分布特性，能更显著提升性能 .

3. 5　行为协同分析

本节评估各个辅助行为对目标行为推荐任务的影

响 . 在实验过程中打印了 auk 的结果，该参数是 MB-

DCAC 中捕获行为依赖的重要部分 . 这里将模型达到

最佳效果时候的参数值进行可视化操作如图 4. 从Bei⁃
bei和Tmall的实验结果可以知道，购买行为即目标行为

本身对最终的推荐任务贡献是最大的，其次是收藏或

者加入购物车，最后是浏览 . 这与日常生活中的线上购

买行为习惯相一致，侧面印证了模型在捕获行为依赖

上面的突出能力 . 但是在 IJCAI-Contest数据集中，购买

行为的权重却低于加入购物车的权重 . 分析其原因，

IJCAI-Contest数据集主要收集于商品零售行业，结合日

常购买习惯，先将商品加入购物车，再进行统一购买，

加入购物车的行为能充分展现用户购买意图 . 在购买

行为上的权重偏低，也能解释各个模型在该数据集上

通过协同过滤进行推荐整体效果较差的问题 .

3. 6　超参分析

本文设计了噪声增强模块，通过超参 ε控制噪声强

度，其值越大噪声的影响越大 . 这里将其取值｛0.1， 0.3， 
0.5， 0.8， 1， 2｝进行实验，结果如图 5所示 . 在三个数据

集中将该值设为0. 5时能达到峰值 . 其次在表征空间均

匀性增强模块，通过超参 γ来调节表征空间对齐与均匀

性之间的关系，对其取值｛0.1， 0.3， 0.5， 0.8， 1， 2｝，实验

结果如图 6所示 . 在Tmall、Beibei、IJCAI-Contest三个数

据集中分别取到 1、0.8、0.3时达到峰值 . 这是因为三个

数据集在稀疏度上有所不同，对于交互次数最多的

Tmall数据集，其连接稀疏度在三个数据集中更低，达到

峰值时的 γ取值也是最大的，其对均匀性的提升更显著 .
同理分析 IJCAI-Contest数据集稀疏度更高，在达到峰值

时的 γ取值也相对较小，其对均匀性的提升较缓 .

Beibei IJCAI-Contest Tmall
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0.6

0.7
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 MB-CAC/c

 MB-CAC/au

 Our

(a) HR指标

Beibei IJCAI-Contest Tmall
0.2

0.3

0.4
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图3　消融变体在HR与NDCG两各个指标上的性能比较

49.9%

34.9%

15.1%

 浏览

 加购物车

 购买

Beibei

(a) Beibei数据集

25.8%

35.4%

18.6%

20.3%

 浏览
 收藏
 加购物车
 购买

IJCAI-Contest

(b) IJCAI-Contest数据集

35.7%

24.3%

24.2%

15.9%
 浏览
 收藏
 加购物车
 购买

Tmall

(c) Tmall数据集

图4　三个数据集上行为依赖分析
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4　总结与未来工作

本文在行为异构数据上基于图神经网络提出了一

种双通道交叉自适应对比学习推荐模型 . 主要研究了

在高阶多路复用异构图中的多边依赖关系挖掘，与基

于图卷积过程的对比学习范式构建 . 对后续基于异构

图的信息聚合与传递、对比学习范式构建等研究具有

重要意义 . 在三个数据集上的大量实验，验证了本文方

法的有效性 . 未来工作中，将进一步研究模型可解释性

与异构数据的解耦表示 .
致谢 感谢匿名外审专家的修改意见以及编辑部老师的辛

勤工作，感谢实验室高旻教授、刘虎、熊志英等同学的意见和

建议 .
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